
第54卷 第4期

2026年7月

河南师范大学学报(自然科学版)
JournalofHenanNormalUniversity(NaturalScienceEdition)

 Vol.54 No.4
 Jul.2026

一种基于增强结构嵌入的时序链路预测算法
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摘要:本文提出一种基于增强结构嵌入的时序链接预测算法(enhancedstructuralembeddingalgorithmfor

temporallinkprediction,SE-TLP).SE-TLP设计双通道结构特征提取机制用于建模节点和连边特性,其联合4种加

权节点中心性衡量节点地位,采用连边关系强度表示拓扑结构,并融合节点和连边特征以增强结构嵌入表示,提高

预测准确性.同时,结合图卷积网络和门控循环单元,沿时间维度学习网络结构的演化.实验表明,SE-TLP在两类评

价指标上均优于主流算法,性能分别提升7.47%和4.43%.
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动态网络通过刻画节点间的连接关系随时间的变化过程,揭示复杂系统中实体交互的动态特性[1].时序

链路预测作为动态网络分析的核心任务,旨在通过学习网络历史快照的结构和时序特征,预测网络的未来连

接.网络的节点和连边信息是解析网络行为的重要补充,有助于深化对连接形成机制的理解.节点中心性[2]

是量化节点在网络中的重要性,中心性高的节点之间更容易形成连接.拓扑相似性则衡量节点间的结构关联

强度,相似性高的节点对通常具有更强的连接倾向.现有研究借助节点中心性和拓扑相似性,在时序链路预

测任务中取得进展.例如,Zhang等[3]利用中心性区分目标节点对的共同邻居对链接形成的贡献,提出一种

将节点中心性与时间序列相结合的时序链路预测方法.Choudhury等[4]通过非连接节点对之间的时间相似

性来构建动态相似性指标,并结合中心性挖掘节点的网络位置变化和邻域变化.因此,合理使用节点中心性

和拓扑相似性能够提升链路预测模型对网络结构的建模能力,提高链路预测准确性.传统基于图论的方法在

图学习能力和效率上存在局限,相关研究转向基于深度学习的图学习方法,通过神经网络和网络嵌入技术捕

捉动态网络结构随时间的演化规律,生成低维嵌入表示以实现时序链路预测.但现有的基于深度学习的链路

预测方法过于依赖神经网络模型对图数据的表征能力,忽略了节点和连边特征对链路预测的驱动作用,致使

对动态网络结构的刻画过于片面.
针对上述问题,本文提出一种基于增强结构嵌入的时序链路预测算法(SE-TLP).SE-TLP算法利用节

点中心性与拓扑相似性,设计一种双通道提取节点和连边特征机制实现网络结构的全面表征,具体而言:1)
节点特征通道聚合4种加权中心性,动态表征网络节点地位演化;2)连边特征通道采用改进的资源分配(Re-
sourceallocation,RA)指标[5],精准刻画连边关系强度变化.SE-TLP算法融合节点和连边特征,以增强网

络结构的初始嵌入表示质量.同时,SE-TLP构建基于图卷积网络(chebyshevgraphconvolutionalnetwork,

  收稿日期:2025-04-10;修回日期:2025-05-06.

  基金项目:国 家 自 然 科 学 基 金(62072160);河 南 省 科 技 攻 关 项 目(252102210141);河 南 省 国 际 科 技 合 作 项 目

(262102521055).

  作者简介(通信作者):杨育捷(1978-),女,河南新乡人,河南师范大学副教授,博士,研究方向为链路预测、复杂网络,

E-mail:yangyujie@htu.edu.cn.

  引用本文:杨育捷,廖舒蕾,王李明,等.一种基于增强结构嵌入的时序链路预测算法[J].河南师范大学学报(自然科学

版),2026,54(4):75-82.(YangYujie,LiaoShulei,WangLiming,etal.Anenhancedstructuralembeddingalgo-

rithmfortemporallinkprediction[J].JournalofHenanNormalUniversity(NaturalScienceEdition),2026,

54(4):75-82.DOI:10.16366/j.cnki.1000-2367.2025.04.10.0003.)



ChebNet)、门控循环单元(gaterecurrentunit,GRU)和全连接层神经网络(fullyconnectedlayer,FCL)的编

码器-解码器框架,其中,ChebNet负责学习网络空间结构特征,GRU负责捕捉时间序列间的时间依赖性,

FCL层负责输出具有时空一致性的嵌入表示.SE-TLP算法不仅有效保留网络节点中心性特征和连边关系

强度特征还显著提升了动态网络嵌入的学习效果,进而实现更精准的时序链路预测.

1 相关工作

网络嵌入[6]是一种将高维网络映射到低维向量空间的表示学习方法,可将复杂的网络分析任务转化为

机器学习任务,常用于时序链路预测研究中.通常,网络嵌入方法可分为基于矩阵分解、随机游走和深度学习

3类.基于矩阵分解的方法通过分解相似性矩阵生成节点嵌入实现链路预测.基于随机游走的方法利用随机

游走序列捕获节点邻域拓扑信息,生成节点向量表示.尽管这两类方法具有框架简单、可解释性强的特点,但
在大规模网络中面临扩展性不足和预测精度低的问题.基于深度学习的方法利用神经网络模型从历史快照

中提取网络结构和时序信息,将高维信息映射到低维空间,提高动态图数据处理效率.图卷积网络(graph
convolutionalnetwork,GCN)[7]引入卷积核聚合节点及其邻域信息,生成节点嵌入表示,专门用于图数据分

析.Mei等[8]采用GCN学习网络空间结构特征,解决动态网络的链接预测问题.然而,GCN难以建模时间序

列的动态变化,无法捕捉动态网络中结构演化规律.循环神经网络(recurrentneuralnetwork,RNN)及其变

体,长短期记忆网络(longshort-termmemory,LSTM)和门控循环单元(GRU)[9]通过循环结构和门控机制

控制历史信息和当前信息的融合,擅长处理时间序列之间的依赖性,常用于学习动态网络的时序特性.例如,

Pareja等[10]提出EvolveGCN模型,结合GRU动态调整GCN参数以捕捉图序列的动态性.这些方法有效解

决了动态网络时空特征建模问题.
综上,基于矩阵分解方法和基于随机游走方法因时序建模能力不足,难以有效捕捉动态网络特性,预测

精度较低且可扩展性差.基于深度学习的方法虽然能生成具有高表征的网络嵌入表示,但缺乏对网络节点地

位和连边关系特性的动态建模,导致网络拓扑结构信息损失.本文提出的SE-TLP算法关注节点和连边特征

变化对预测准确性的影响,设计双通道特征提取机制,量化网络节点中心性和连边关系强度以补充网络拓扑

结构信息,加强对网络结构的动态表征.同时,SE-TLP算法设计基于深度学习的编码器 解码器框架,强化

对动态图的时空特性的学习能力.

2 基于增强结构嵌入的时序链路预测算法

2.1 定义

定义1 动态网络(dynamicnetwork)可以表示为一组快照集合,记作G={G1,G2,…,GT},其中Gt =
(Vt,Et)表示t时刻下的静态快照图,Vt 和Et 分别表示快照Gt 的节点集合和连边集合.快照Gt 使用邻接矩

阵At 表示节点间的连接关系,At 定义为:

Aij =
1,如果(i,j)∈E,

0,如果(i,j)∉E.{ (1)

式(1)表示如果节点i和节点j之间存在连边,则At 为1,否则At 为0.
定义2 时序链路预测(temporallinkprediction)定义为从前T 个历史快照{G1,G2,…,GT}中学习网

络特征,预测T+1时刻的快照GT+1 中的连接.时序链路预测可以表示为:

GT+1=f(G1,G2,…,GT), (2)
其中f(·)表示实现时序链路预测的算法.
2.2 SE-TLP算法概述

SE-TLP算法的整体框架如附录图S1所示,包括划分快照集合、双通道网络结构特征提取机制、特征输

入、编码器、解码器和输出6个模块.首先,SE-TLP算法将动态网络离散化为快照集合;其次,利用双通道特

征提取机制提取快照的结构特征,具体为计算节点中心性和连边连接强度,并融合这两类特征;第三,采用由

ChebNet和GRU组成的编码器,联合学习结构和时序演化特征,生成具有时空一致性的嵌入表示;最后,由
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基于FCL的解码器将网络表示转化为预测概率矩阵PT+1.下面,对SE-TLP算法的各个模块做详细介绍.
2.3 双通道网络结构特征提取

由于节点和连边共同构成网络的拓扑表征,因此,特征提取应包含节点与连边.SE-TLP算法设计双通

道网络结构特征提取机制,通过加权节点中心性计算节点特征表示矩阵Z,基于拓扑相似性计算连边关系强

度特征表示矩阵􀭵S,并融合Z 和􀭵S 生成包含完整网络结构信息的嵌入表示矩阵X.融合特征公式如下:

X=􀭵S×Z. (3)

2.3.1 节点特征提取通道

节点中心性作为评价网络节点地位的核心指标,主要有度中心性(degreecentrality)、接近中心性

(closenesscentrality)、介数中心性(betweennesscentrality)和特征向量中心性(eigenvectorcentrality),从
重要性、传播性和影响力等不同角度刻画节点中心性特征.由于单一指标对全面分析节点特征存在局限,SE-
TLP算法聚合了4种中心性综合评估节点地位.此外,不同中心性在不同的网络中对不同的节点会有评价差

异,导致评估结果存在偏差.因此,SE-TLP算法采用加权聚合策略,为4种中心性分配差异化权重.节点特征

矩阵Z 的计算方法为:

Zii=w1·dci+w2·bci+w3·cci+w4·eci, (4)
其中,w1,w2,w3,w4 表示赋予中心性的权重值.dci,bci,cci,eci 分别表示节点i的度中心性、介数中心性、
接近中心性和特征向量中心性.
2.3.2 连边特征提取通道

SE-TLP算法提出一种基于RA指标的相似性度量方法用于刻画网络的连边关系强度特征,RA引入公

共邻居度的倒数作为权重,能够有效抑制大度节点对节点相似性的干扰.同时,由于节点对之间的路径越长

越容易造成信息冗余.因此,为规避长路径信息冗余问题,SE-TLP采用节点间最短路径计算节点对之间的

关系强度,相似性矩阵􀭵S 的计算如式(5)所示:

􀭺Sij =

0, spij >2,

∑
v∈Γ(i)∩Γ(j)

1
kv

,spij =2,

1, spij =1,

ì

î

í

ï
ïï

ï
ïï

(5)

其中,spij 表示节点i和节点j之间的最短路径,v∈Γ(i)∩Γ(j)指节点v为节点i和节点j的共同邻居,

kv 表示节点v的度.当节点i和j之间的最短路径长度大于2时,节点间关联较弱视为无相关性,两者的相似

性得分为0;当节点i和j之间的最短路径长度为1时,两者直接连接,则其相似性得分为1;当节点i和j之

间的最短路径长度为2时,节点间存在共同邻居,使用RA指标计算相似性得分.
2.4 基于神经网络的编码器 解码器结构

如图1所示,SE-TLP算法使用基于神经网络的编码器 解码器结构,其中,ChebNet作为编码器组件学

习网络结构特征.ChebNet结合切比雪夫(Chebyshev)多项式和图拉普拉斯算子,通过Chebyshev多项式逼

近谱域卷积核,减少拉普拉斯矩阵分解造成的计算成本,在空间域实现图卷积运算,卷积核的数学表示为:

h'
t;i=∑

K

K=0
θKTK(􀭾Λ), (6)

其中,h'
t;i 是ChebNet层的输出H'

t 的第i行,表示节点i的向量.θK 是滤波器的参数,TK(􀭾Λ)表示K 阶切比

雪夫多项式在图拉普拉斯算子上􀭾Λ 的值,􀭾Λ=(2Λ/λmax)-In 是一个对角矩阵.SE-TLP将快照Gt 的结构特

征表示Xt 作为输入,ChebNet聚合空间结构信息,生成嵌入表示H'
t,计算过程表示为:

H'
t=ChebNetK(At,Xt). (7)

  此外,作为编码器的重要组成,GRU采用门控机制,控制历史状态与当前状态信息流的结合,处理动态

网络中的时序信息,有效建模网络结构的动态演化过程.{H'
1,H'

2,…,H'
T}是快照集合{G1,G2,…,GT}经

ChebNet处理后的嵌入表示集合,在GRU层作为输入,经GRU中的更新门(updategate)和重置门(reset
gate)生成蕴含时序信息的网络嵌入表示矩阵HT,
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HT =GRU(H'
1,H'

2,…,H'
T). (8)

  GRU内部运行原理如下:

zh't;i =σ(h'
t;iW

(z)+ht-1;iU
(z)), (9)

rh't;i =σ(h'
t;iW

(r)+ht-1;iU
(r)), (10)

􀭹hh't;i =tanh(h'
t;iW

(h)+(rt;ieht-1;iU
(h))), (11)

hh't;i =(1-zxt;i
)eht-1;i+zxt;ie􀭹ht;i, (12)

其中,zh't
,rh't
,􀭹hh't

,hh't
分别是更新门、重置门、候选隐藏状态和隐藏状态,W

(z),U
(z),W

(r),U
(r),W

(h)和U
(h)

均是权重矩阵,σ(·)是激活函数,e表示Hadamard乘积.GRU使用zh't
和rh't

控制隐藏状态hh't
中的信息流,

式(12)中(1-zxt;i
)eht-1;i 的表示使用更新门zh't

选择性遗忘上一时刻隐藏状态ht-1中的信息,zxt;i
e􀭹ht;i 表

示记忆当前信息,hh't;i
表示经GRU处理后的向量表示.

SE-TLP算法的解码器由全连接层FCL组成,该层通过可训练权重矩阵建立输入与输出之间的全局映

射关系.在SE-TLP算法中,邻接矩阵集合 {A1,A2,…,AT}和网络结构特征矩阵集合{X1,X2,…,XT}作为

初始输入,在编码过程中获得具有时空一致性的嵌入表示矩阵HT.然后,HT 作为FCL层的输入,被转换成

概率矩阵PT+1
,计算过程如下:

PT+1=σ(WHT +b), (13)
其中W 和b是解码器中的权重矩阵和偏置向量.
SE-TLP具体如算法1所示:
算法1 基于增强结构嵌入的时序链路预测算法(SE-TLP)
输入 快照集合 {G1,G2,…,GT},邻接矩阵集合{A1,A2,…,AT}
输出 概率矩阵PT+1

1 fort=1toTdo:

2  分别获取快照GT 的节点特征矩阵Zt 和连边特征矩阵􀭵St

3  融合Zt 和􀭵St 生成网络结构特征Xt

4 return{X1,X2,…,XT}

5 endfor
6 根据式(7)获取空间结构嵌入表示 {H'

1,H'
2,…,H'

T}

7 根据式(8)获取时序嵌入表示HT

8 根据式(13)生成T+1时刻的概率矩阵PT+1

9 endfor

3 实验分析

3.1 实验设置

实验在6种不同类型不同规模的动态网络数据集中进行,包括Enron[11],CollegeMsg(CM)[12],Autono-
mousSystems(AS)[13],Email-Eu-Core(Eu)[14],Bitcoin[15]和 Wikipedia[16].
SE-TLP算法中ChebNet和GRU的数量均为1,输入维度为网络结构特征矩阵维度,隐藏层嵌入维度

设为128,K 值取3算法通过阈值法将概率矩阵PT+1 转换为邻接矩阵AT+1
,阈值取0.5.实验采用Adam优

化器,学习率设置为0.001,数据集按照8∶2比例划分训练集和测试集,训练迭代次数为150,每种方法重复

运行5次取均值以确保结果的稳定性.
SE-TLP算法与6种基准算法进行对比,分别是:共同邻居(commonneighbors,CN)[17]、Katz指标[18];

GCN[7]和图注意力网络(graphattentionnetwork,GAT)[19];GC-LSTM[20]和STP-GCN[21].为真实评估预

测性能,实验选用曲线下面积(areaunderthecurve,AUC)和精确度(precision)作为评价指标.
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3.2 中心性对链路预测性能的影响和分析

节点中心性用于刻画节点在网络中的作用,是分析网络结构特征的重要工具.实验分别采用度中心性、
接近中心性、介数中心性和特征向量中心性提取节点特征进行链路预测,不同中心性在各类动态网络数据集

上的 AUC性能存在显著差异,表明不同中心性对链路预测性能的贡献程度随网络结构特性而变化,单一中

心性难以全面表征网络中节点的整体结构特征.SE-TLP利用4种中心性的互补性,根据它们在链路预测任

务中的AUC性能表现分配差异化权重,并聚合4种中心性,中心性cn 加权公式如下:

wcn =
AUCcn

∑
4

p=1
AUCcp

, (14)

其中,wcn
表示节点中心性cn 的权值,AUCcn

是基于单一中心性cn 的算法的AUC值,∑
4

p=1
AUCcp

是4种

基于单一节点中心性的算法的AUC性能值之和.
SE-TLP算法在6种动态网络数据集中的AUC性能均优于4种基于单一中心性的算法,这说明,通过

加权聚合4种中心性指标,能够更全面量化节点特征信息,从而深化网络结构表征并提升链路预测性能.
3.3 快照数量对SE-TLP算法性能和计算效率的影响分析

动态网络基于时间被划分为一系列快照,快照数量决定时间信息的粒度,直接影响时序链路预测性能.
本节使用AUC和Precision评估SE-TLP算法在不同快照数量下的预测性能,并记录不同网络在不同快照

数量下训练一个轮次(epoch)数据所耗费的时间,研究快照数量影响链路预测性能的规律,结果如表1所示.
结果表明,SE-TLP算法的AUC和Precision性能随快照数量的增加呈稳定上升趋势,这是因为更多的快照

数量能够提供更细粒度的时序演化信息,从而提升SE-TLP算法学习网络动态特征的效果.当快照数量达到

一定值后,增幅减缓,表明新增快照所包含的时序信息逐渐冗余,模型学习到的特征减少,导致性能提升趋

缓.该结果表明,SE-TLP算法在不同时间粒度下均能保持较高的预测性能.
此外,快照数量对SE-TLP算法的整体计算效率影响显著.随着快照数量的增加,双通道网络结构特征

提取步骤的调用频次、ChebNet图卷积操作的执行次数以及GRU处理的时间序列长度均随之上升,导致

SE-TLP算法处理动态网络的计算开销上升.表S1展示了不同网络在不同快照数量下训练一个epoch数据

所需的平均时间,结果表明,训练时间随快照数量增加而增长,但是整体训练过程在可接受时间范围内完成.
因此,本文综合考虑预测性能和计算效率的平衡,为各数据集选取合适的快照数量,分别是45、80、60、80、60
和80,表S1中加粗的数值表示数据集在相应快照数量下的性能值和训练时间.
3.4 SE-TLP算法在不同训练集比例下的性能分析

图1为SE-TLP算法在不同网络、不同训练集比例μ 下的AUC和Precision性能对比结果.

如图1所示,随着训练集比例μ 的逐步增加,SE-TLP算法的AUC和Precision整体呈上升趋势,表明
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更多的训练数据有助于模型更充分地学习网络结构与演化规律.此外,当μ 超过0.5时,SE-TLP性能提升速

度放缓,当μ 大于0.7后,性能差距缩小,且最优和次优性能多集中在μ 大于0.8区间.即随着训练数据增加,
性能稳健提升,并在训练数据到达一定比例时,性能逐渐有收敛趋势,这种趋势表现符合一般实验规律.然
而,虽增加训练数据可以提高模型的泛化能力,但数据量过大并不会显著提升性能,甚至有过拟合的风险,因
此,后续实验将训练集比率设置为0.8,在不增加计算资源的同时确保算法最佳性能.
3.5 实验对比与分析

SE-TLP算法与6种基准算法在不同类型动态数据集中的AUC性能对比.结果如表1所示,其中加粗

的数字和标有下划线的数值分别为最优和次优性能值.与6种基准算法相比,SE-TLP算法在6个网络中均

取得最佳AUC性能,性能值最高提升28.3%,最低提升7.47%.综合分析,SE-TLP算法保留了网络节点和

连边的特性,增强了网络结构的初始嵌入表示能力,提高了链路预测整体性能,在6种数据集中均表现优越.
而其他基准算法仅依赖节点连通性信息学习网络整体结构,对动态网络中信息的提取匮乏,整体预测准确性

不如SE-TLP.
SE-TLP算法与6种基准算法的Precision对比结果如表2所示,其中加粗的数字和标有下划线的数值

分别为最优和次优性能值.如表2所示,SE-TLP算法在Enron,CM,Eu,Bit和 Wikipedia网络中均取得最佳

Precision性能值,SE-TLP算法在多数网络中展现出显著优势,Precision性能值最高提升21.59%,最低提

升4.43%,表现出更强的准确预测阳性样本的能力.这是因为SE-TLP联合了ChebNet和GRU模型学习网

络时空特性,更深入地挖掘动态网络中潜在的结构和时序信息.在AS这类稀疏且具有高节点中心性的网络

中,网络演化由核心节点主导,而SE-TLP算法从节点和连边两个层面考虑网络结构演化.相比之下,GAT
的注意力机制能自适应聚焦核心节点影响力,STP-GCN提出节点强度中心性关注网络核心节点的作用,因
此SE-TLP算法的性能略低于GAT和STP-GCN.

表1 SE-TLP与6种基准算法的AUC性能对比

Tab.1 AUCperformancecomparisonbetween
SE-TLPandsixbaselinealgorithms

算法 Enron CM AS Eu Bit Wikipedia

CN[17] 0.70160.75080.69710.74720.6321 0.7393

Katz[18] 0.70270.77580.67190.67270.6609 0.7301

GCN[7] 0.71790.81160.75540.65660.8383 0.6716

GAT[19] 0.74090.79310.74440.69890.7907 0.7261

GC-LSTM[20]0.73620.85170.75260.75270.8313 0.8109

STP-GCN[21] 0.77780.83200.77290.78310.8563 0.8514

SE-TLP 0.83950.93230.82230.85850.9046 0.9010

表2 SE-TLP与6种基准算法的Precision性能比较

Tab.2 Precisionperformancecomparisonbetween
SE-TLPandsixbaselinealgorithms

算法 Enron CM AS Eu Bit Wikipedia

CN[17] 0.56400.70950.57690.54030.6521 0.6112

Katz[18] 0.60230.69840.62820.65690.6630 0.6540

GCN[7] 0.63130.72410.60690.69750.6362 0.6759

GAT[19] 0.63110.70210.68890.63270.6872 0.6620

GC-LSTM[20]0.65060.70090.59830.72020.6714 0.7293

STP-GCN[21] 0.64730.72230.63410.70630.6608 0.7489

SE-TLP 0.67880.76060.63080.75580.7315 0.7591

3.6 消融实验

为进一步验证SE-TLP算法中双通道网络结构特征提取机制的有效性,本节设计了一种SE-TLP变体,
只保留了由ChebNet,GRU和FCL组成的编码器 解码器框架,记作 model1,与SE-TLP算法进行性能对

比,对比结果如表3所示,其中加粗数字表示最佳性能.实验结果显示,SE-TLP算法在6个数据集中的AUC
性能平均提升2.87%,且在5个数据集中的Precision性能平均提升2.44%.这表明,SE-TLP算法设计双通

道特征提取机制,通过计算节点中心性和连边关系强度保留完整网络结构信息,对提升预测性能具有关键

作用.
此外,为验证SE-TLP算法中聚合4种不同权重值的中心性以准确捕捉节点特征方法的有效性,本节设

计了一种聚合4种具有相同权重中心性的方法,记作model2.表3中的性能对比结果表明,SE-TLP算法在6
种数据集中的AUC性能平均提升为1.51%,同时,在5种数据集中Precision性能的平均提升为1.65%.这
充分说明,SE-TLP算法为不同中心性为其分配不同权重的设计,能够更准确地反映网络节点特征和连边特

征的演化,从而提升了链路预测性能.
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表3 SE-TLP与 model1,model2的AUC和Precision性能对比

Tab.3 AUCandPrecisionperformancecomparisonamongSE-TLPandmodel1andmodel2

指标 算法 Enron CM AS Eu Bit Wikipedia

AUC SE-TLP 0.8395 0.9323 0.8223 0.8585 0.9046 0.9010

model1 0.8130 0.9120 0.7965 0.8341 0.8768 0.8797

model2 0.8177 0.9310 0.8121 0.8410 0.8819 0.8980

Precision SE-TLP 0.6788 0.7606 0.6308 0.7558 0.7315 0.7591

model1 0.6627 0.7324 0.6383 0.7422 0.7197 0.7409

model2 0.6824 0.7418 0.6237 0.7458 0.7240 0.7426

3.7 计算复杂度分析

算法的计算复杂度是衡量其有效性的重要指标,SE-TLP的复杂度主要由编码器 解码器中神经网络模

型的参数规模、节点和连边特征的计算方法、网络规模以及网络快照数量决定,可以表示为O(T(N2 +
m1(Nm3)

2+m2(Nm3)
2)),其中,m1 表示编码器中ChebNet和GRU的层数,m2 表示解码器中FCL的层

数,m3 指嵌入维度大小,N 是动态网络节点数,T 是网络快照数量.N2 表示每个快照中计算结构特征的开

销,m1(Nm3)
2 是编码器中每层的嵌入计算复杂度,m2(Nm3)

2 是解码器中每层的嵌入计算复杂度.基准算

法中,CN和Katz是基于网络拓扑结构的算法,复杂性主要集中在计算节点对的公共邻居上;而 GCN,

GAT,GC-LSTM,STP-GCN和SE-TLP是基于图神经网络的算法,复杂性主要取决于图的规模和神经网络

层上的计算.实验结果表明,SE-TLP在保证可执行的前提下,性能显著优于CN,Katz,GCN和GAT算法.
相比框架相近的GC-LSTM和STP-GCN算法,SE-TLP在不显著增加复杂度的情况下,性能值提升明显,
在时序链接预测任务上展现出更强的预测效果.

4 结论

本文提出的SE-TLP算法设计双通道网络结构特征提取机制,计算4种加权节点中心性和拓扑相似性

以表示节点和连边特征,并融合这两类特征增强网络结构表示.同时设计基于ChebNet和GRU的编码器-
解码器框架,实现对动态网络时空特征的协同学习与高效表征.在6种动态网络数据集中的实验结果表明,

SE-TLP的AUC和Precision性能均优于基准算法,验证了其在时序链路预测任务中的优越表现.然而,SE-
TLP算法在特征融合过程中对特征间复杂关联的建模仍存在不足,可能会导致网络信息损失或冗余.未来

的工作将重点研究网络特征间的深层关联,引入自适应特征融合方法,最大化保留图结构中的关键信息,以
解决现有方法的网络结构信息表征不充分问题.

  附录见电子版(DOI:10.16366/j.cnki.1000-2367.2025.04.10.0003).
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Anenhancedstructuralembeddingalgorithmfortemporallinkprediction
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(a.CollegeofComputerandInformationEngineering;b.KeyLaboratoryofArtificialIntelligenceandPersonalized

LearninginEducationofHenanProvince,HenanNormaUniversity,Xinxiang453007,China)

  Abstract:Inthispaper,anenhancedstructuralembeddingalgorithmfortemporallinkprediction(SE-TLP)isproposed.
SE-TLPemploysadual-channelstructuralfeatureextractionmechanismtoseparatelymodelnodeandedgefeatures.Itin-
tegratesfourweightednodecentralitiestoassessnodestatus,designsedgerelationstrengthtorepresenttopologicalstructure,

andfusesnodeandedgefeaturestoenhancestructuralembeddingrepresentations,therebyimprovingpredictionaccuracy.
Meanwhile,SE-TLPcombinesagraphconvolutionalnetworkwithagatedrecurrentunittolearnthenetwork'sstructuralevo-
lutionovertime.ExperimentsshowthatSE-TLPoutperformsmainstreamalgorithmsonbothevaluationmetrics,achieving
performanceimprovementsof7.47%and4.43%respectively.

Keywords:temporallinkprediction;networkembedding;graphconvolutionalnetwork;gatedrecurrentunit(GRU);
dynamicnetwork
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  附录

表S1 SE-TLP在不同快照数量下的性能和训练时间比较表

Tab.S1 PerformanceandtrainingtimecomparisonofSE-TLPatdifferentsnapshots

快照数量 指标
数据集

Enron CM AS Eu Bitcoin Wikipedia

7 AUC 0.7413 0.8631 0.7800 0.6909 0.8544 0.8061

Precision 0.6667 0.7176 0.6054 0.6984 0.6771 0.6810

训练时间/s 4.3 21.3 20.2 77.1 27.4 23.5

10 AUC 0.7509 0.8767 0.7925 0.7131 0.8678 0.8190

Precision 0.6630 0.7259 0.6000 0.7066 0.6856 0.6899

训练时间/s 4.88 25.7 24.3 81.3 30.8 28.2

15 AUC 0.7734 0.8809 0.8095 0.7495 0.8858 0.8342

Precision 0.6697 0.7333 0.6100 0.7083 0.7095 0.6943

训练时间/s 5.27 30.4 27.6 90.3 35.6 33.1

30 AUC 0.8159 0.8951 0.8123 0.7906 0.8978 0.8595

Precision 0.6711 0.7399 0.6199 0.7259 0.7166 0.7407

训练时间/s 7.41 46.9 31.4 115.5 48.1 64.2

45 AUC 0.8395 0.9184 0.8190 0.8229 0.9071 0.8777

Precision 0.6788 0.7465 0.6256 0.7335 0.7238 0.7520

训练时间/s 8.36 68.5 48.9 128.7 66.5 95.4

60 AUC 0.8474 0.9267 0.8223 0.8411 0.9046 0.8871

Precision 0.6856 0.7548 0.6308 0.7402 0.7315 0.7488

训练时间/s 9.33 86.4 67.5 157.1 74.3 123.2

80 AUC 0.8555 0.9323 0.8255 0.8585 0.9022 0.9010

Precision 0.6891 0.7606 0.6323 0.7558 0.7372 0.7591

训练时间/s 13.54 112.1 83.4 174.4 96.7 150.6


